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1. はじめに
ディープニューラルネットワークを含む非凸目

的関数の最適化において、確率的勾配降下法 (SGD)

に慣性項を加えたモーメンタム法は SGDと比べ
て収束が速く、優れた汎化性能をもたらすことが
知られているが、その理論的な説明は不足してい
る。本発表は、モーメンタム法の探索方向と最急
降下方向の間の確率的ノイズに注目し、慣性項、確
率的ノイズの大きさ、汎化性能の関係を明らかに
することで、なぜ、どのような条件でモーメンタ
ム法が SGDよりも優れるのかを解明する。
2. モーメンタム法
確率的勾配降下法 (SGD)は、ミニバッチ Stで

全勾配∇f を推定したミニバッチ確率的勾配∇fSt

を利用して、次のように点列を更新する手法であ
る。ただし、η > 0は学習率である。

xt+1 := xt − η∇fSt(xt)

モーメンタム法は、時刻 tでの探索方向に、時刻
t− 1での SGDの探索方向の情報を取り入れた手
法で、様々な種類がある。本発表では、それらの
中で最も基本的な 2つのモーメンタム法に着目す
る。Stochastic Heavy Ball method (SHB)は、次
のように定義されるモーメンタム法である。ただ
し、β ∈ [0, 1)は慣性係数であり、β = 0のとき、
SGDと一致する。

mt := ∇fSt(xt) + βmt−1

xt+1 := xt − ηmt

PyTorchやTensorFlowが提供するモーメンタム法
は SHBであるため、数値実験では非常によく利用
される一方で、理論的に解析されることは少ない。
多くの先行研究で理論的に解析されてきたのは、次
のように定義されるNormalized Stochastic Heavy

Ball method (NSHB)である。同様に β = 0のと
き、SGDと一致する。

dt := (1− β)∇fSt(xt) + βdt−1

xt+1 := xt − ηdt

逆にNSHBは、数値実験では優れず、滅多に使わ
れることはない。
3. モーメンタム法の平滑化特性
まず、一般に関数の平滑化は、正規分布や一様

分布に従う確率変数で関数を畳み込むことで実現
される。
定義 1 (関数の平滑化) Lf -Lipschitz関数 f を平
滑化して得られる関数 f̂δ : Rd → Rは、

f̂δ(x) := Eu∼B(0;1) [f(x− δu)]

と表される。ここで、δ ∈ Rは平滑化の度合いを表
し、u ∈ Rdは中心が 0で半径が 1の閉球 B(0; 1)

から一様にサンプリングされたベクトルである。
SHBの探索方向と最急降下方向の間には、各反

復でωSHB
t := mt−∇f(xt)だけ確率的ノイズが生

じている。同様にNSHBも、各反復で ωNSHB
t :=

dt − ∇f(xt)だけ確率的ノイズが生じている。こ
のとき、それらの大きさは次のような上界を持つ
ことが示せる。
定義 2 任意の t ∈ Nに対して、

E
[∥∥ωSHB

t

∥∥] ≤ √
C2
SHB

b
+ β̂

(
C2
SHB

b
+K2

SHB

)
,

E
[∥∥ωNSHB

t

∥∥] ≤
√

1

1− β

C2
NSHB

b
.

が成り立つ。ただし、β̂ := β(β2−β+1)
(1−β)2 とする。

したがって、ωSHB
t は、正規分布に従うベクトル
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と表すことができる。ここで、確率的ノイズωSHB
t

がどのような分布に従うかを理論的に導出するこ
とは困難である。本発表では、ωSHB

t が正規分布に
従うという実験的観察をもとに、ωSHB

t が正規分布
に従うと仮定している。
時刻 tにおいて、最急降下法で点列を更新した

先を ytとし、SHBで点列を更新した先を xt+1と
する。すなわち、

yt := xt − η∇f(xt),
xt+1 := xt − ηmt = xt − η(∇f(xt) + ωSHB

t )

とすると、
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が成り立つ。よって、SHBで関数 f を最適化する
ことは、期待値の意味では大きさ ηψのノイズで f

を平滑化した関数 f̂ηψ を最急降下法で最適化する
ことと等価であると言える。NSHBにも同様の議
論を適用すると、それぞれの最適化手法で、最適
化の最中に暗黙のうちに発生し、目的関数の平滑
化に寄与している確率的ノイズの大きさ δopt は、
次のように表すことができる。
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ただし、b はバッチサイズ、C2
opt は最適化手法

ごとの確率的勾配の分散、K2
opt は最適化手法

ごとの全勾配のノルムの上界である。すなわ
ち、(xt)t∈N を各最適化手法が生成した点列だと
し、Gξt(xt) を時刻 t における確率的勾配とす
るとき、Eξt
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optを仮定している。

4. 平滑化の度合いと汎化性能
式 (1)-(3)に注目すると、学習率 η、バッチサイ
ズ b、慣性係数 β はユーザが任意に設定できる値
だが、確率的勾配の分散C2

optと全勾配のノルムの
上界K2

optは未知数である。これら未知数を数値実
験を交えて推定することで、平滑化の度合い δopt

を数値的に導出することに成功した。ResNet18と
いう深層学習モデルをCIFAR100データセットで
訓練するとき、推定されたこれらの値は、C2

SGD <

1280, C2
SHB < 25.3, C2

NSHB < 128,KSHB = 1.77

となった。未知数の推定の詳細は文献 [1]の 4章を
参照されたい。
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図 1: バッチサイズ bと平滑化の度合い δoptの関係

図 1は、η = 0.1, β = 0.9と、上述の推定値を代
入して得られた平滑化の度合い δoptをプロットし
たものである。式 (1)-(3)からも明らかなように、
SGDと NSHBはバッチサイズが大きくなればな
るほど平滑化の度合いが 0に近づいていくのに対
して、SHBの平滑化の度合いにはバッチサイズと
独立な項が存在するため、バッチサイズが大きく
なっても平滑化の度合いが小さくなることがない。
また、平滑化の度合いはテスト精度とも相関があ
り、大きすぎず小さすぎない平滑化の度合いがよ
り良い汎化性能をもたらすことが観察された。
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